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VII. Regrese a korelace
Regrese

Uvažujme tento regresní model:
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 je náhodný vektor (vektor pozorovaných hodnot), 
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 je známá číselná matice typu 
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, (matice regresorů). Předpokládáme, že platí: 
[image: image5.wmf];

)

(

;

1

k

h

n

k

=

<

£

X

 tj. matice má více řádků než sloupců a má plnou hodnost, tj. sloupce matice 
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 jsou lineárně nezávislé.
Dále předpokládejme, že 
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 je vektor neznámých parametrů, které chceme z modelu odhadnout.
Dále předpokládejme, že 
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 je tzv. vektor reziduí, pro který platí: 
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, přičemž parametr 
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 též není znám. Předpokládáme tedy, že jednotlivá rezidua (chyby) jsou nezávislé náhodné veličiny s nulovou střední hodnotou a se stejným rozptylem (tzv. homoskedastický regresní model).
Pak také platí: 
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Zde se omezíme na lineární odhady parametrů 
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, tj. na odhady tvaru: 
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 je matice typu 
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 je nestranný (
[image: image18.wmf]β

β

=

ˆ

E

) právě tehdy, když 
[image: image19.wmf]k

I

UX

=

.
V následující větě ukážeme, jak zkonstruovat nejlepší nestranný lineární odhad pořízený metodou nejmenších čtverců. Nejlepší znamená, že má ze všech nestranných odhadů nejmenší rozptyl. Ve vícerozměrném případě to znamená, že rozdíl varianční matice jiného odhadu a tohoto odhadu je positivně semidefinitní.
Věta:

Buď dán regresní model (viz výše), pak nejlepší nestranný lineární odhad vektoru parametrů 
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 pořízený metodou nejmenších čtverců je dán vzorcem:
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Důkaz:
Matice 
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Platí: 
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odhad 
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 je tedy nestranný.

[image: image29.wmf];

)

(

)

(

)

(

)

(

)

(

)

(

var

1

2

1

1

2

1

2

1

-

-

-

-

-

=

=

=

X

X

X

X

X

X

X

X

X

X

X

I

X

X

X

b

T

T

T

T

T

T

T

s

s

s


Buď dán nyní jiný nestranný lineární odhad 
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Poznamenejme, že matice 
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 jsou symetrické a idempotentní (což se snadno ověří), položme: 
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[image: image38.wmf]=

-

=

-

=

-

-

-

)

)

(

(

)

)

(

(

var

ˆ

var

1

2

1

2

T

T

T

T

T

T

U

X

X

X

UX

UU

X

X

UU

b

b

s

s



[image: image39.wmf];
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což je positivně semidefinitní matice, Tudíž matice 
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 je positivně semidefinitní, vskutku je odhad 
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 nejlepší nestranný lineární odhad.
Ještě ukážeme, že vektor 
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 minimalizuje výraz 
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neboť matice 
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 je regulární a positivně definitní. To znamená, že rovnosti je dosaženo pouze v případě, když platí 
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Poznámka:
Odhad 
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 je též možné najít pomocí maticového diferenciálního počtu. Derivujme výraz: 
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Položíme-li derivaci rovnou 0, dostaneme: 
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Soustavě 
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 se též říká soustava normálních rovnic, z níž se vektor 
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 počítá.
Položme: 
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[image: image59.wmf]-
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vektor pozorovaných hodnot;
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Soustavu normálních rovnic můžeme též přepsat na tvar: 
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Vzhledem k odhadu 
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 lze vektory vypočtených hodnot a vypočtených reziduí také vyjádřit následovně:
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[image: image66.wmf];
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Vzhledem k tomu, že matice 
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Také platí: 
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To znamená, že vektory vypočtených hodnot a vypočtených reziduí jsou na sebe kolmé (vzhledem ke kanonickému skalárnímu součinu). Pak také platí:
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Poznámka:
Označme 
[image: image75.wmf])
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 vektorový prostor generovaný sloupci matice 
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 ortogonální doplněk prostoru 
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Matice 
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 (vzhledem ke kanonickému skalárnímu součinu).
Vektor vypočtených hodnot je ortogonální projekce vektoru pozorovaných hodnot do prostoru 
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Za dané situace pro matici 
[image: image88.wmf]X

 platí, že 
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 což představuje optimální přiblížení. Také pro každou pseudoinverzní matici platí: 
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Položme: 
[image: image92.wmf];
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Věta:
Veličina 
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 je nestranný odhad parametru 
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Důkaz:
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[image: image96.wmf];
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[image: image97.wmf]=
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[image: image98.wmf]);
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neboť platí: 
[image: image99.wmf]0

X

X

X

X

X

I

=

-

-

)

)

(

(

1

T

T

, 
[image: image100.wmf];

)

)

(

(

)

)

(

(

tr

1

1

k

n

h

T

T

T

T

-

=

-

=

-

-

-

X

X

X

X

I

X

X

X

X

I

 (matice 
[image: image101.wmf]T

T

X

X

X

X

I

1

)

(

-

-

 je symetrická a idempotentní).

[image: image102.wmf];

)

(

1

1

2

2

2

s

s

=

-

-

=

-

=

k

n

k

n

S

E

k

n

S

E

e


Veličina 
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 je vskutku nestranný odhad parametru 
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Nyní učiníme předpoklad, že vektor 
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 má Normální rozdělení, tj. 
[image: image106.wmf])

;

(

~

2

I

0

ε

s

n

N

, všechny ostatní předpoklady ponecháme. Pak také platí: 
[image: image107.wmf])

;

(

~

2

I

X

β

Y

s

n

N

.
Věta:
Za předpokladu normality rozdělení vektoru 
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c) 
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d) vektor 
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 a veličina 
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Důkaz:

a) 
[image: image115.wmf];

)

(

var

;

1

2

-

=

=

X

X

b

β

b

T

E

s

 bylo již vypočteno dříve. Protože vektor 
[image: image116.wmf]b

 je lineární funkcí vektoru 
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Použijeme větu xx, kde položíme 
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Pomocí věty lze v regresním modelu testovat hypotézu 
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Oboustranný konfidenční interval spolehlivosti pro parametr 
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Jednostranné testy se konstruují podobně (to už nebudeme rozepisovat).
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. V případě nezamítnutí nulové hypotézy můžeme přejít k jednoduššímu modelu.
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Jednostranné intervaly spolehlivosti se sestrojí podobně.
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V regresním modelu se též počítá koeficient determinace, který nám určuje vhodnost volby modelu. Počítá se podle vzorce:
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Pokud matice regresorů obsahuje sloupec ze samých 1 (
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Vzhledem k tomu, že 
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Koeficient determinace lze též vyjádřit takto:
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Pro koeficient determinace platí: 
[image: image207.wmf]1

0

2

£

£

R

.
Koeficient determinace nám ukáže, kolik % variability veličiny 
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 se vysvětlí modelem. Je-li jeho hodnota „blízko“ 1, je model vhodný, je-li jeho hodnota „blízko“ 0, je model nevhodný.
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[image: image209.wmf]-

F

test, kterým se testuje vhodnost regresního modelu. Veličina:


[image: image210.wmf];

)

ˆ

(

ˆ

1

1

1

1

2

2

1

2

2

2

å

å

=

=

-

-

×

-

-

=

-

×

-

-

=

n

j

j

j

n

j

j

Y

Y

Y

n

Y

k

k

n

R

R

k

k

n

F


má rozdělení 
[image: image211.wmf]k

n

k

F

-

-

,

1

.
Pokud platí: 
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Buď dán číselný vektor 
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Také nás zajímá rozptyl chyby předpovědi.
Platí: 
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Za předpokladu normality rozdělení máme: 
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Oboustranný konfidenční interval spolehlivosti pro 
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Ještě se zmíníme o regresním modelu, kdy matice regresorů 
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V regresním modelu s neúplnou hodností nemusí být odhad 
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Dále si uvedeme některé jednoduché příklady regresních modelů.
Nejjednodušší případ je tzv. konstantní regrese, což je vlastně aritmetický průměr.
Nechť máme 
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Průměr je speciální případ odhadu metodou nejmenších čtverců.
Lineární regrese

S lineární regresí se setkáváme nejčastěji, je to vlastně vyrovnání dat přímkou.
Nechť máme 
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Platí: 
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Předpokládejme, že nenastane případ 
[image: image249.wmf]n

x

x

=

=

K

1

, tj. nejsou všechna 
[image: image250.wmf]i

x

 stejná. V našem případě máme:
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Položme: 
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pak také je: 
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Regresní model můžeme vyjádřit maticově takto:
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Soustava normálních rovnic má tvar: 
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Po rozepsání dostaneme:
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Odtud dostáváme:
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To ostatně plyne z 1. rovnice soustavy normálních rovnic.
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Pro odhady regresních koeficientů platí:
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Dále platí: 
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Ze soustavy normálních rovnic plyne: 
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 Dosadíme-li to do předchozího výrazu ve 2. a 3. členu, dostaneme výsledný výraz.

Dostali jsme tedy: 
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Testy hypotéz o parametrech se dělají takto:
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Pokud platí: 
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Interval spolehlivosti (oboustranný) pro parametr 
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Testujeme hypotézu 
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Pokud platí: 
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Nejčastěji se testuje hypotéza 
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Na základě toho můžeme zkonstruovat pás spolehlivosti kolem regresní přímky s pravděpodobností 
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Je nutno si ale uvědomit, že tento pás spolehlivosti pokrývá regresní přímku jen v jediném, ale libovolně zvoleném bodě s pravděpodobností 
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Položme: 
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pak také je: 
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Regresní model můžeme vyjádřit maticově takto:
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Soustava normálních rovnic má tvar: 
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Po rozepsání dostaneme:
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Z první rovnice dostaneme: 
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Dále platí: 
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Opět jsme výraz upravili s využitím výrazů, které vyplývají ze soustavy rovnic.
Dostali jsme tedy: 
[image: image336.wmf];
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Testy hypotéz o parametrech se dělají takto:
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Pokud platí: 
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Testujeme hypotézu 
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Pokud platí: 
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Testujeme hypotézu 
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Pokud platí: 
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Nejčastěji se testují hypotézy 
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Nechť máme 
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Předpokládejme, že nenastane případ 
[image: image376.wmf]n

x

x

=

=

K

1

, tj. nejsou všechna 
[image: image377.wmf]i

x

 stejná. V našem případě máme:

[image: image378.wmf];

3

)

(

;

;

1

1

1

2

2

2

2

2

1

1

=

=

÷

÷

ø

ö

ç

ç

è

æ

=

÷

÷

÷

÷

ø

ö

ç

ç

ç

ç

è

æ

=

k

h

c

b

a

x

x

x

x

x

x

n

n

X

β

X

K

K

K


Regresní model můžeme vyjádřit maticově takto:
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Soustava normálních rovnic má tvar: 
[image: image382.wmf];
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Polynomická regrese
Zde jde o vyrovnání dat polynomickou funkcí, kde stupeň polynomu je 
[image: image385.wmf]k

. V případě 
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Nechť máme 
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 pozorování, přičemž 
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Platí: 
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Předpokládejme, že nenastane případ 
[image: image391.wmf]n

x

x

=

=

K

1

, tj. nejsou všechna 
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 stejná. V našem případě máme:
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Regresní model můžeme vyjádřit maticově takto:
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Soustava normálních rovnic má tvar: 
[image: image398.wmf];
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Korelace

Těsnost závislosti mezi náhodnými veličinami se měří pomocí korelačního koeficientu. Buďte dány náhodné veličiny 
[image: image401.wmf]Y
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, pak se korelační koeficient počítá podle vzorce:
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také platí 
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V praxi jsme však zpravidla odkázáni na náhodný výběr, proto můžeme spočítat pouze výběrový korelační koeficient, což je jakýsi odhad korelačního koeficientu.
Máme tedy dán dvojrozměrný náhodný výběr: 
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Můžeme tedy spočítat výběrové rozptyly a výběrovou kovarianci.
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Výběrový korelační koeficient se počítá podle vzorce:
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Poznámka:
Při výpočtu výběrového korelačního koeficientu je jedno, jestli součet dělíme číslem 
[image: image412.wmf]n

 nebo 
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, protože se v podílu vyruší.

Pro výběrový korelační koeficient též platí: 
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1

£

£

-

r

.
Výběrový rozptyl a výběrovou kovarianci můžeme také vyjádřit maticově. Položme: 
[image: image415.wmf](
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[image: image416.wmf]I

 jednotková matice typu 
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 matice ze samých jedniček typu 
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 vektor ze samých jedniček o 
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Již dříve bylo ukázáno, že matice 
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 je symetrická a idempotentní. Dále platí vztahy: 
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Využili jsme toho, že matice 
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 je symetrická a idempotentní. Ostatní se odvodí podobně.
Předpokládejme, že máme výběr z 2 rozměrného normálního rozdělení 
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Chceme testovat hypotézu 
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 Pro tento případ navrhl R. A. Fisher tzv. Z-transformaci.
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Ukázalo se, že s rostoucím 
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 se rozdělení veličiny 
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 asymptoticky blíží k rozdělení 
[image: image438.wmf])

3

1

;

1

1

ln

2

1

(

-

-

+

n

N

r

r

. Této aproximace lze použít již pro 
[image: image439.wmf]10

³

n

, pokud není 
[image: image440.wmf]r

 „blízko“ 1.
Testování hypotézy 
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, zamítneme nulovou hypotézu na hladině 
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Aby se nemusely provádět další výpočty, jsou kritické hodnoty výběrového korelačního koeficientu přímo tabelovány.
Pro test hypotézy nulovosti korelačního koeficientu lze také použít následující test. Spočteme veličinu 
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Test hypotézy 
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Platí-li 
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Příklad:

Předpokládejme, že ve 2 rozměrném náhodném výběru o rozsahu 
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Protože platí: 
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Hodnoty pro výběrový korelační koeficient jsou též tabelovány, takže stačí nahlédnout do tabulky a tam je kritická hodnota pro 
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Zkusme ještě udělat test pomocí Fisherovy Z-transformace.
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[image: image465.wmf];

871

,

1

454

,

0

3

20

3

=

×

-

=

×

-

=

&

Z

n

U


Protože platí: 
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Uvažujme nyní případ, že máme náhodný vektor 
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 složkách, chceme odhadnout jeho korelační matici, přičemž máme k dispozici 
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 pozorování náhodného vektoru (předpokládejme, že 
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rozměrný) náhodný výběr.
Vektor výběrových průměrů a výběrovou kovarianční matici utvoříme takto:

[image: image473.wmf];

)

(

)

(

1

1

)

)

(

)(

)

(

(

1

1

;

)

(

1

1

1

,

1

÷

÷

ø

ö

ç

ç

è

æ

-

-

=

-

-

-

=

=

å

å

å

=

=

=

T

n

j

T

n

j

T

n

j

n

j

j

n

j

j

n

j

n

X

X

X

X

X

X

X

X

S

X

X

X

X


Dále utvořme matici: 
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Pak pro výběrovou korelační matici platí: 
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Diagonální prvky matice jsou jedničky, nediagonální jsou výběrové korelační koeficienty odpovídajících složek.
Předpokládejme, že 
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Věta:
Buď dán vícerozměrný náhodný výběr. Nechť 
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Důkaz:

Je podobný jako u věty xx, ověří se rozepsáním.
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Utvořme nyní matici 
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Pak také platí: 
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)

(

)

(

;

1

;

1

1

å

=

=

=

=

n

j

T

T

T

T

T

j

j

n

n

X

X

U

U

J

U

X

U

J

X

 
[image: image496.wmf];

1

1

2

2

EU

U

U

JJ

U

X

X

T

T

T

T

n

n

=

=



[image: image497.wmf];

)

1

(

1

)

(

)

(

)

1

(

1

,

U

E

I

U

EU

U

U

U

X

X

X

X

S

X

X

n

n

n

j

j

n

T

T

T

T

n

j

T

-

=

-

=

-

=

-

å

=


Dále definujme tyto matice: 
[image: image498.wmf](
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Matice 
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 je typu 
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Také je: 
[image: image505.wmf];

)

1

(

;

)

1

(

0

J

E

I

U

J

H

0

U

E

I

J

H

J

=

-

=

=

-

=

n

n

T

T

T

T

T


V kapitole 4 jsme se setkali s koeficientem mnohonásobné korelace, nyní se budeme zabývat jeho výběrovou verzí. Uvažujme nyní náhodné výběry 
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 rozměrný náhodný výběr 
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Pak také platí: 
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Lze předpokládat, že pro výběrovou verzi budou platit analogické vzorce.
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Z analogie regrese předpokládáme, že bude platit: 
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 (matice typu 
[image: image517.wmf])

1

(

)

1

(

+

×

+

p

p

)

[image: image518.wmf];

÷

ø

ö

ç

è

æ

=

÷

ø

ö

ç

è

æ

=

Y

U

Y

U

Y

J

Y

G

T

T

T

T

Y

n

 (matice typu 
[image: image519.wmf]1

)

1

(

×

+

p

, tj. sloupcový vektor)
Nyní použijeme vzorec pro inverzi blokové matice.
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Vynásobením se ověří, že to je skutečně inverzní matice.
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Vypočteme ještě:
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Využili jsme toho, že platí: 
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Koeficient determinace je výběrová verze druhé mocniny koeficientu mnohonásobné korelace.
Věta:
Nechť má náhodný vektor 
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[image: image536.wmf]Y
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Důkaz:
viz Anděl J.: Matematická statistika

Tato věta nám umožňuje testovat hypotézu: 
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, zamítneme nulovou hypotézu na hladině 
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, v opačném případě ji nezamítneme.
V kapitole 4 jsme se setkali s parciálním korelačním koeficientem, nyní se budeme zabývat jeho výběrovou verzí. Uvažujme nyní náhodné výběry 
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, ostatní matice jsou definované jako dříve. Pak také platí:
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Lze předpokládat, že pro výběrovou verzi budou platit analogické vzorce.
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Z analogie regrese předpokládáme, že bude platit: 
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neboť platí:
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Předchozí výraz můžeme dále ještě upravit tak, že čitatele i jmenovatele vydělíme výrazem 
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Věta:

Nechť má náhodný vektor 
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Důkaz:

viz Anděl J.: Matematická statistika

Spearmanův korelační koeficient.

Někdy je třeba zkoumat závislost, kdy ani neznáme hodnoty veličin, ale pouze jejich pořadí. Pokud jsou pořadí hodně podobná, svědčí to o silné závislosti veličin. Buď 
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Tímto jsme dostali vzorec pro výpočet Spearmanova korelačního koeficientu.
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Zpravidla již bývají hodnoty 
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Pro Spearmanův korelační koeficient také platí: 
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Ze vzorce je zřejmé, že při identicky stejném pořadí je Spearmanův korelační koeficient roven jedné.
Kritické hodnoty pro Spearmanův korelační koeficient jsou tabelovány. Překročí-li koeficient kritickou hodnotu, zamítneme hypotézu o nezávislosti. Je-li 
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Příklad:
Zkoumáme závislost délky a šířky listů, přičemž známe jen pořadí:
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v našem případě je 
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Již na první pohled je zřejmé, že závislost tam bude pozitivní.

Vypočteme Spearmanův korelační koeficient.
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, tudíž hypotézu o nezávislosti zamítáme i na hladině 1%.
Závislost je tam dosti vysoká.
Použité zdroje:

1) Anděl J.: Matematická statistika

2) Cyhelský L, Kaňoková J., Novák I.: Teorie statistiky
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