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XIV. Bayesovské metody
Buď 
[image: image1.wmf]X

 náhodná veličina, jejíž rozdělení závisí na neznámém parametru 
[image: image2.wmf]W
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, kde 
[image: image3.wmf]W

 je nějaký parametrický prostor. Buď 
[image: image4.wmf])

;

(

q

x

f

 hustota náhodné veličiny 
[image: image5.wmf]X

, která závisí na neznámém parametru 
[image: image6.wmf]q

. Předpokládejme, že 
[image: image7.wmf]R
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 je otevřená množina, buď dále 
[image: image8.wmf]R
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 nějaká Borelovská množina. Při klasickém pojetí se o parametru předpokládá, že je to konstanta, byť neznámá. Při Bayesovském pojetí se předpokládá, že parametr je náhodná veličina, buď 
[image: image9.wmf])
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 její hustota.
Platí toto: 
[image: image10.wmf];
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 (podmíněná pravděpodobnost)
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Poznámka:

Pokud hustotu 
[image: image14.wmf])
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 bereme jako funkci proměnné 
[image: image15.wmf]W
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, je to věrohodnostní funkce. 
[image: image16.wmf])
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 (viz kap. IX).
Hustota 
[image: image17.wmf])
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 je vlastně podmíněná hustota veličiny 
[image: image18.wmf]X

 při dané hodnotě parametru, hustota 
[image: image19.wmf])
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 je sdružená hustota, 
[image: image20.wmf])
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 je marginální hustota veličiny 
[image: image21.wmf]X

.
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Hustota 
[image: image23.wmf])
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 se nazývá apriorní hustota rozdělení parametru. Po té, co známe jistou realizaci náhodné veličiny 
[image: image24.wmf]X

, opravíme si představu o rozdělení parametru, tj. vypočteme aposteriorní hustotu 
[image: image25.wmf])
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 následovně:
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Uvedený vzorec vyplývá z Bayesovy věty (viz dříve). Můžeme ho také vyjádřit ve tvaru:

[image: image27.wmf]);
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[image: image28.wmf];
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Aposteriorní hustota je součin věrohodnostní funkce, apriorní hustoty a konstanty.

Představu o rozdělení parametru můžeme opravovat i několikrát. Pokud vypočteme aposteriorní hustotu, bereme ji v dalším kroku jako apriorní. Po té, co známe další realizaci náhodné veličiny 
[image: image29.wmf]X

, opět si poopravíme představu o rozdělení parametru, tj. opět vypočteme aposteriorní hustotu již známým způsobem.
Bayesovské metody berou v úvahu apriorní představu i výsledek průzkumu, což je jejich výhoda.

Výše uvedený vzorec můžeme použít, i když 
[image: image30.wmf])
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 není hustota pravděpodobnosti. Je-li funkce 
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 nezáporná měřitelná, je-li 
[image: image32.wmf]0
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, pak funkce 
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 již je hustota pravděpodobnosti. Konstanta se pak v podílu vykrátí. Někdy se taková funkce nazývá nevlastní hustota.
Je-li integrál 
[image: image34.wmf]ò
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 kladný a konečný, je aposteriorní hustota 
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 již hustota pravděpodobnosti.
Buď dán nyní náhodný výběr o rozsahu 
[image: image36.wmf]2
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 z daného rozdělení, buďte realizace veličiny 
[image: image37.wmf]y
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. Pro sdruženou hustotu platí: 
[image: image38.wmf])
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, neboť náhodné veličiny jsou nezávislé. Položme: 
[image: image39.wmf])
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, tj. aposteriorní hustota po znalosti první realizace se dále bere jako apriorní. Dále položme: 
[image: image40.wmf])
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, tj. aposteriorní hustota po znalosti druhé realizace. Položme ještě:
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)

(

)

;

(

)

(

ˆ

)

(

ˆ

1

ò

W

=

=

q

q

j

q

d

x

f

x

f

x

f



[image: image42.wmf];
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tj. 
[image: image43.wmf];
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[image: image44.wmf]=
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[image: image45.wmf];
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Z uvedeného vyplývá, že zmíněné 2 kroky lze provést najednou a vyjde to nastejno.
Buď dán nyní náhodný výběr o rozsahu 
[image: image46.wmf]3
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 z daného rozdělení, buďte realizace veličiny 
[image: image47.wmf]z
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. Pro sdruženou hustotu platí: 
[image: image48.wmf])
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, neboť náhodné veličiny jsou nezávislé. Položme: 
[image: image49.wmf])
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, tj. aposteriorní hustota po znalosti druhé realizace se dále bere jako apriorní. Dále položme: 
[image: image50.wmf])
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, tj. aposteriorní hustota po znalosti třetí realizace. Položme ještě:
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tj. 
[image: image52.wmf];
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[image: image53.wmf]=
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[image: image54.wmf];
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Z uvedeného vyplývá, že zmíněné 3 kroky lze provést najednou a vyjde to nastejno.

Předchozí vzorec na výpočet aposteriorní hustoty můžeme zobecnit. Předpokládejme, že jsme uskutečnili náhodný výběr 
[image: image55.wmf]n
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[image: image57.wmf];
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Poznámka:

Hustoty 
[image: image58.wmf])
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 můžeme chápat jako prediktivní hustoty (viz dále).
Bayesovské metody můžeme použít i na diskrétní rozdělení, což si ukážeme na příkladě. V případě diskrétního rozdělení parametru nahradíme integrál součtem.
Bayesovské odhady parametrů sestrojíme např. takto:
· apriorní: 
[image: image59.wmf];
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 (má-li výraz smysl)
· aposteriorní: 
[image: image60.wmf];

~

)

~

(

)

~

;

(

~

)

~

(

)

~

;

(

~

~

)

~

;

(

~

ˆ

1

ò

ò

ò

W

W

W

=

=

q

q

j

q

q

q

j

q

q

q

q

y

q

q

d

x

f

d

x

f

d

x


Příklad:

Firma nabízí nový druh výrobku a chce ho uvést na trh. Zajímá se, jaký bude zájem o nový druh výrobku. Buď 
[image: image61.wmf]p

 podíl osob se zájmem o nový druh výrobku, 
[image: image62.wmf]1
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, dále buď 
[image: image63.wmf])
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 apriorní hustota podílu, kterou experti odhadli. Dále byl proveden průzkum a z 
[image: image64.wmf]1
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 dotázaných projevilo zájem 
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 lidí, přičemž 
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. Počet dotázaných lidí, kteří projeví zájem, je náhodná veličina s Binomickým rozdělením, tj. 
[image: image67.wmf])
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Parametr 
[image: image69.wmf]p

 je ovšem také náhodná veličina. V našem případě je 
[image: image70.wmf])
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Po provedení průzkumu určíme aposteriorní hustotu dle výše uvedeného vzorce.
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Nadále budeme brát aposteriorní hustotu jako apriorní,
položme: 
[image: image72.wmf];
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Potom byl proveden další průzkum a z 
[image: image73.wmf]2

n

 dotázaných projevilo zájem 
[image: image74.wmf]2

k

 lidí, přičemž 
[image: image75.wmf]2
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. Byli vybrání jiní lidé než při prvním průzkumu.
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[image: image77.wmf];
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Také můžeme oba průzkumy spojit do jednoho, tj. z 
[image: image78.wmf]2
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 lidí. Počet dotázaných lidí, kteří projeví zájem, je náhodná veličina s Binomickým rozdělením, tj. 
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V obou případech jsme dostali stejný výsledek.
Příklad můžeme zobecnit, po 
[image: image84.wmf]m

 průzkumech dostaneme:

[image: image85.wmf][

]

[

]

;

~

)

~

(

)

~

1

(

~

)

(

)

1

(

)

;

,

,

;

(

)

(

1

0

1

1

1

1

1

1

1

1

ò

å

å

-

å

å

å

-

å

=

=

=

=

=

=

=

=

-

-

p

d

p

p

p

p

p

p

k

n

k

n

p

p

m

l

l

m

l

l

m

l

l

m

l

l

m

l

l

m

l

l

k

n

k

k

n

k

m

m

m

j

j

y

y

K


Předpokládáme, že pokaždé jsou vybráni jiní lidé.

Příklad:

Předpokládejme, že tentokrát experti odhadli podíl diskrétně, tj. 
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 tj. určili apriorní pravděpodobnosti. Tentokrát nahradíme integrál součtem.
Byl proveden průzkum a z 
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Nadále budou brány aposteriorní pravděpodobnosti jako apriorní.
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Příklad můžeme zobecnit, po 
[image: image93.wmf]m

 průzkumech dostaneme:
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V případě Binomického rozdělení je nejlepší volit apriorní rozdělení parametru 
[image: image95.wmf]p

 Beta rozdělení, jež má hustotu:
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Pro Beta rozdělení platí následující (výpočet viz dříve):
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V případě 
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 nemáme žádnou apriorní představu, obvykle se volí toto rozdělení.

Nechť apriorní rozdělení o parametru 
[image: image101.wmf]p

 je 
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Pak děláme průzkum, z 
[image: image104.wmf]n

 dotázaných projevilo zájem 
[image: image105.wmf]k

 lidí. Potom přejdeme k aposteriornímu rozdělení o parametru 
[image: image106.wmf]p

.
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[image: image108.wmf];
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Vidíme, že aposteriorní rozdělení je opět Beta rozdělení s parametry: 
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Položme: 
[image: image111.wmf];
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S rostoucím počtem pozorování klesá vliv apriorních parametrů, rozptyl jde k nule.
Bayesovský oboustranný interval spolehlivosti (
[image: image116.wmf]a
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) pro 
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 stanovíme takto:
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Příklad:

Majitel autoservisu se zajímá, zda budou mít zákazníci zájem o jistou službu. Na základě zkušeností z jiných servisů bylo stanoveno apriorní rozdělení parametru 
[image: image119.wmf])
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, což je podíl zákazníků, kteří budou mít zájem. Pak ze 40 náhodně vybraných zákazníků jich 8 projevilo zájem o jistou službu.

Určíme aposteriorní rozdělení parametru 
[image: image120.wmf]p

.

Apriorní hustota: 
[image: image121.wmf];
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Apriorní odhad: 
[image: image122.wmf];
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Poměrná četnost: 
[image: image123.wmf];
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Aposteriorní hustota: 
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Aposteriorní odhad: 
[image: image125.wmf];
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Aposteriorní odhad parametru je nižší než apriorní.
Příklad:

Nechť nyní máme náhodný výběr 
[image: image126.wmf]n
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. Pak aposteriorní rozdělení parametru 
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 je též Normální,
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Střední hodnota je vážený průměr hodnot 
[image: image134.wmf]a
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. Pro rozptyl platí toto:
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[image: image136.wmf];
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Rozptyl aposteriorního rozdělení konverguje k nule s rostoucím počtem pozorování.

Protože aposteriorní hustota rozdělení je téhož typu jako apriorní, jsou systémy hustot konjugované.

Nyní provedeme odvození: 
[image: image137.wmf];
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(substituce: 
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Aposteriorní rozdělení parametru 
[image: image146.wmf]m

 je: 
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Určili jsme aposteriorní rozdělení parametru 
[image: image148.wmf]m

 po jedné realizaci.
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Aposteriorní rozdělení parametru 
[image: image150.wmf]m

 po druhé realizaci bude opět Normální.
Střední hodnota: 
[image: image151.wmf];
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Rozptyl: 
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Nyní se již snadno dokáže indukcí, že po 
[image: image153.wmf]-
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té realizaci bude:

střední hodnota: 
[image: image154.wmf];
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S rostoucím počtem pozorování klesá vliv apriorních parametrů, rozptyl jde k nule.

Příklad:

Nechť nyní opět máme náhodný výběr 
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, přičemž předpokládáme, že parametr 
[image: image161.wmf]0

2

>

s

 je znám, apriorní rozdělení parametru 
[image: image162.wmf]m
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Aposteriorní hustota je:
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Aposteriorní rozdělení parametru 
[image: image167.wmf]m

 je opět Normální, 
[image: image168.wmf])
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Při Bayesovských metodách můžeme konstruovat předpověď (predikci). Buď 
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Ačkoli jsou veličiny 
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Dosadíme-li za aposteriorní hustotu parametru ze vzorce uvedeného dříve, dostaneme toto vyjádření prediktivní hustoty.
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Příklad:
Provádíme nezávislé pokusy, nechť pravděpodobnost zdaru je náhodná veličina s Beta rozdělením, tj. 
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Nechť jsme realizovali 
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 pokusů, přičemž bylo 
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 zdarů, tj. realizovali jsme náhodný výběr z Alternativního rozdělení. Zřejmě 
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Pokud na počátku nebylo o rozdělení parametru 
[image: image190.wmf]p

 nic známo, volí se 
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V případě 
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 (všechny dosavadní pokusy skončily neúspěchem) máme:

[image: image194.wmf][

]

[

]

;

0

;

1

1

1

n

b

a

n

b

X

P

n

b

a

a

X

P

n

n

+

+

+

=

=

+

+

=

=

+

+


Je-li speciálně 
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V případě 
[image: image197.wmf]n
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 (všechny dosavadní pokusy skončily úspěchem) máme:
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Je-li speciálně 
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Tyto vztahy vyjadřují tzv. zákon následnosti.

Bude-li pro „velká“ 
[image: image201.wmf]n

 platit: 
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Po velkém počtu pozorování již aposteriorní hustota nezávisí na volbě apriorní hustoty, to znamená, že „mizí předsudky“.
Příklad:

Nechť se uskutečnil náhodný výběr 
[image: image204.wmf]n
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 není známo. Položíme 
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, což je nevlastní hustota. Určíme prediktivní hustotu 
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Položme: 
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Dostali jsme tedy: 
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což je hustota Normálního rozdělení 
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Aposteriorní hustota pak je:

[image: image230.wmf](

)

=

=

×

×

=

G

×

G

×

=

ò

ò

ò

¥

+

-

+

+

-

-

+

+

-

¥

+

-

-

å

-

-

-

å

-

¥

+

-

-

Õ

-

-

-

Õ

-

=

=

=

å

=

=

å

=

0

1

~

)

(

1

)

(

0

1

~

~

1

0

1

~

!

~

~

1

!

~

~

~

~

~

~

~

)

(

)

(

1

1

1

1

1

1

l

l

l

l

l

l

l

l

l

l

l

l

y

l

l

l

l

l

l

l

l

l

l

l

l

d

e

e

d

e

e

e

e

d

e

p

a

e

e

p

a

e

p

S

n

a

p

S

n

a

p

a

k

n

p

a

k

n

p

a

p

k

n

p

a

p

k

n

n

n

n

j

j

n

j

j

n

j

j

n

j

j

k

n

j

j

n

j

j

k

k



[image: image231.wmf];

)

(

)

(

)

(

)

(

1

)

(

1

)

(

p

S

e

n

a

n

a

p

S

e

n

p

S

n

a

p

S

p

S

n

p

S

n

a

n

n

n

n

+

G

+

=

+

+

G

=

-

+

+

-

+

+

-

+

+

-

l

l

l

l


kde 
[image: image232.wmf];

1

å

=

=

n

j

j

n

k

S

 položme: 
[image: image233.wmf];

n

S

X

n

n

=

 pak platí: 
[image: image234.wmf];

n

n

X

n

S

=

 
[image: image235.wmf](

)

n

k

k

;

;

1

K

=

k

.
Aposteriorní rozdělení je opět Gama rozdělení: 
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S rostoucím počtem pozorování klesá vliv apriorních parametrů, rozptyl jde k nule.

Určíme ještě prediktivní hustotu (prediktivní pravděpodobnosti) po 
[image: image239.wmf]n

 realizacích náhodné veličiny.
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Vzorec lze ještě upravit takto:
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Je-li speciálně 
[image: image245.wmf]2

,

1

,

0

=

l

, dostaneme:


[image: image246.wmf][

]

;

1

)

1

(

)

(

0

1

p

S

p

S

p

S

n

n

n

n

a

n

a

n

a

n

a

n

X

P

+

+

+

+

÷

ø

ö

ç

è

æ

+

+

+

=

+

+

+

=

=

k



[image: image247.wmf][

]

;

1

1

)

1

(

)

(

)

(

)

1

(

1

1

1

p

S

n

p

S

p

S

n

n

n

n

n

n

a

n

a

n

a

n

p

S

a

n

a

n

p

S

p

S

X

P

+

+

+

+

+

÷

ø

ö

ç

è

æ

+

+

+

×

+

+

+

=

+

+

+

×

+

G

+

+

G

=

=

k



[image: image248.wmf][

]

;

1

)

1

(

)

1

)(

(

2

1

)

1

(

)

(

)

(

)

2

(

2

1

2

2

2

1

p

S

n

n

p

S

p

S

n

n

n

n

n

n

a

n

a

n

a

n

p

S

p

S

a

n

a

n

p

S

p

S

X

P

+

+

+

+

+

÷

ø

ö

ç

è

æ

+

+

+

×

+

+

+

+

+

=

+

+

+

×

+

G

+

+

G

=

=

k


Je-li speciálně 
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Náhodná veličina 
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Speciálně prediktivní rozdělení veličiny 
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Podmíněná střední hodnota je: 
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Příklad:

Nechť se uskutečnil náhodný výběr 
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Nechť 
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Sdružená hustota náhodných veličin je: 
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Aposteriorní hustota pak je:
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Aposteriorní rozdělení je opět Gama rozdělení: 
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S rostoucím počtem pozorování klesá vliv apriorních parametrů, rozptyl jde k nule.

Určíme ještě prediktivní hustotu pravděpodobnosti po 
[image: image278.wmf]n

 realizacích náhodné veličiny.
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Ověříme, že je to hustota pravděpodobnosti, zřejmě 
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Je to „posunuté“ Paretovo rozdělení.
Již víme (Př. 9.x.), že pro Exponenciální rozdělení platí: 
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 (Fisherova míra inf.)
Jeffreys navrhl tuto volbu apriorní hustoty: 
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Tato „hustota“ je zřejmě nevlastní, ale to moc nevadí.
Aposteriorní hustota pak je:
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Aposteriorní rozdělení je opět Gama rozdělení: 
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Poznámka:
V některých případech je aposteriorní rozdělení stejného typu jako apriorní, pouze s jinými parametry. V tom případě to jsou konjugované systémy pravděpodobnostních rozdělení, z nichž nejznámější jsou tyto:

· Binomické / Beta (
[image: image290.wmf])

;

(

~

b

a

p

B

)

[image: image291.wmf]);

;

(

)

;

(

k

n

b

k

a

b

a

-

+

+

B

B

a



[image: image292.wmf];

ˆ

p

n

b

a

k

a

b

a

a

p

E

®

+

+

+

®

+

=


· Poissonovo / Gama (
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· Exponenciální / Gama (
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· Normální / Normální (
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